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Kurzfassung

Diese Bachelorarbeit beschäftigt sich mit der Implementierung eines aktiven Lern-
algorithmus für die Klassifizierung von Bildern.
Die Arbeit ist drei Teile gegliedert, wobei zunächst das verwendete Klassifikations-
verfahren, die SVM (Support Vector Machine) vorgestellt wird, die hier als grund-
legende Technik der Datenklassifizierung vorliegt. Zudem werden auf die theoreti-
schen Grundlagen des aktiven Lernens eingegangen.
Der zweite Teil gibt einen Einstieg in die in C++ verwendete Klassenbibliothek
QT (Quasar Toolkit), mit der die vorliegende Benutzeroberfläche erstellt wurde
und stellt die einzelnen Funktionen sowie die Benutzung der Benutzeroberfläche
für die Bildklassifizierung vor.
Abschließend wird der implementierte Algorithmus experimentell ausgewertet. Hier-
für wurden verschiedenen Datensets benutzt und der Einfluss der Paramater auf
das Ergebnis untersucht.
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Abstract

This bachelor thesis deals with the implementation of an active learning algorithm
to classify images.
The thesis is structured into three parts. The first part introduces the classification
technique, the so called SVM (support vector machine), which is used as the basic
technique of the image classification. Moreover, it is concerned with the theoretical
principles of active learning.
The second part gives an overview of the class library QT (Quasar Toolkit) of
the programming language C++ , which was used for the development of the user
interface. It also provides a description of the single functions and the usage of the
user interface for image classification.
In the final part, the implemented algorithm is experimentally evaluated. For the
evaluation different sets of data were used and the effect of the parameters with
regard to the classification result was analysed.
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Kapitel 1

Einleitung

Im Rahmen dieser Bachelorarbeit soll ein aktives Lernverfahren implementiert wer-
den, dessen Ziel es ist, Bilder korrekt zu klassifizieren.
Klassifikation ist für den Menschen ein alltägliches Szenario: ist der Mensch mir
gegenüber männlich oder weiblich, ist eine Tat gut oder böse oder auch die Frage,
ob ein Text den man liest eher politisch ist, oder der Kategorie Sport angehört.
Ebenso kann der Mensch bei Betrachtung eines Bildes erkennen, welcher Kategorie
es angehört. Diese Fragen kann der Mensch spontan lösen, da er in der Lage ist zu
lernen. Er ist in der Lage, Objekte auf Bildern wiederzuerkennen und in Kategorien
einzuordnen, die er früher schon einmal gesehen und erkannt hat. Ein Kind lernt
durch Nachfragen und Erklärungen diese Unterschiede. Das Kind lernt aktiv, durch
Fragen und Antworten.
Aktives Lernen ist auch vergleichbar mit dem Lernprozess zwischen Lehrer und
Schüler. Jedoch ist der Lernprozess nur dann aktiv, wenn der Schüler dem Lehrer
Fragen stellt, und Antworten bekommt. In dem Fall, dass der Schüler nur im Un-
terricht sitzt und stillschweigend die Informationen des Lehrers aufnimmt, würde
man von einem passiven Lernprozess sprechen.
In dieser Bachelorarbeit geht es jetzt allerdings um den Computer, der durch aktives
Lernen in der Lage sein soll, Bilder zu klassifizieren, also dem aktivem Lernansatz
im Bereich des maschinellen Lernens.
Der Computer soll beispielsweise sämtliche Aufnahmen von Autos, Motorrädern
oder auch Gesichtern durch geeignete Klassifikation erkennen. Dabei kann der Com-
puter vom Benutzer Bilder neu klassifizieren lassen, wodurch der Ansatz des aktiven
Lernens widerspiegelt wird.
Wie diese Klassifikation vor sich geht, soll in dieser Arbeit Schritt für Schritt
beschrieben werden, und durch Veranschaulichungen und dem entwickelten Pro-
gramm selbst für den Leser nachvollziehbar gemacht werden.
Dazu werden zunächst in Kapitel 2 die theoretischen Grundlagen erläutert und
der implementierte Algorithmus vorgestellt. Nachdem in Kapitel 3 das entwickelte
Programm und dessen Oberfläche beschrieben wird, folgt eine experimentelle Aus-
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wertung in Kapitel 4. Den Schluss dieser Arbeit bildet eine Zusammenfassung der
wichtigsten erwähnten Punkte und Gedanken in Hinblick auf Verbesserungen des
entwickelten Programms sowie eine Bewertung der Klassifikationsergebnisse.

2



Kapitel 2

Theoretische Grundlagen

2.1 Support-Vector-Machine

2.1.1 Grundlagen

Die Support-Vector-Machine (SVM) ist ein Klassifikationsalgorithmus, der Daten
in zwei Klassen aufteilt. Es entspricht einer binären Entscheidung, ob ein Objekt
zur Klasse A oder B gehört. Die Klassifikation unter Einbeziehung der Support-
Vector-Machine teilt die zu klassifizierenden Daten in dieser Arbeit in zwei Klassen
mit unterschiedlichem Label ein. Durch ein solches Label wird die Zugehörigkeit
eines Objekts zu einer bestimmten Klasse beschrieben. Die Label die in dieser Ba-
chelorarbeit benutzt werden haben entweder den Wert 0, was das entsprechende
Objekt zur Klasse der negativ gekennzeichneten Daten gehören lässt, oder den
Wert 1, so dass das klassifizierte Objekt in die Menge der positiv gelabelten Ob-
jekte seinen Platz findet. Prinzipiell sind aber auch andere Werte wie +1, -1; 1, 2
usw. denkbar.
Das Anwendungungsgebiet der SVM-Methode erstreckt sich von der Dokumentana-
lyse in Form von Erkennung handschriftlicher Ziffern bis hin zur Medizin (Kreb-
sanalyse) und vielen anderen Gebieten. Generell wird die SVM zur Lösung von
komplexen, nichtlinearen Problemen eingesetzt, da sie sehr gut für den Umgang
mit großen Datenmengen geeignet ist. Allerdings hat das die nachteilige Eigen-
schaft, dass der Gebrauch der SVM sehr speicher- und rechenintensiv ist. In dieser
Arbeit findet die SVM ihren Einsatz in der Klassifizierung von Bildern.
Um die Support-Vector-Machine anwenden zu können, müssen die Daten für die
Berechnung in Vektorform vorliegen, den Feature-Vektoren oder Merkmalsvekto-
ren. So wird jedes Bild hier als Vektor dargestellt. Dieser Vektor kann sich aus
verschiedenen Bildmerkmalen wie z.B. Farbe, Gradient usw. zusammensetzen. Ei-
ne genauere Erläuterung hierzu in Kapitel 4.
In der ersten Phase benötigt die SVM die vom Benutzer gelabelten Trainingsda-
ten. Trainingsdaten entsprechen einem Teil des gesamten Datensets. Diese werden,
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wie noch ausführlicher in Kapitel 3 beschrieben zunächst zufällig ausgewählt und
durch den Benutzer gelabelt. Auf Grund dieser Trainingsdaten berechnet die SVM
die sogenannte Hyperebene, siehe Abbildung 2.4. Ist diese festgelegt, können in
Phase zwei die ungelabelten Testdaten klassifiziert werden. Dabei setzen sich die
Testdaten aus den übrigen, im gleichen Verzeichnis liegenden, Bildern zusammen.
Im Folgenden werden die Berechnungen im Detail beschrieben.

2.1.2 Lineare Klassifikation

Im Falle der linearen Klassifikation unter Verwendung der SVM liegen die Daten
durch ihre Darstellung als Vektor so im Raum, dass sie voneinander linear sepa-
rierbar sind (siehe Abbildung 2.1).
Es wird nach einer Entscheidungsfunktion f : X ⊆ Rn → R gesucht, die für
die Trainingsdaten x = (x1, ...,xn) das Label „1“, sprich ein positives Label, falls
f(x) ≥ 0 und andererseits ein negatives Label vergibt und dadurch die Zugehörig-
keit zu einer Klasse bestimmt.

Konkret haben die vom Benutzer gelabelten Trainingsbeispiele die Form:

{(x1, y1), ..., (xn, yn)}x ∈ X, yi ∈ {1,−1} (2.1)

Wobei xi die jeweiligen Merkmalsvektoren und yi die zugehörigen Label sind.
Durch die Trainingsdaten wird die lineare Entscheidungsfunktion bestimmt:

f(x) = 〈w,x〉+ b (2.2)
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w beschreibt den Normalenvektor und b eine Verschiebung vom Ursprung (Bi-
as). Bei dem Ausdruck 〈w,x〉 handelt es sich um ein Skalarprodukt, welches fol-
gendermaßen berechnet werden kann:

f(x) =
n∑

i=1

wi · xi + b (2.3)

Abbildung 2.1: Hyperebene im Fall der linearer Klassifikation

Die Berechnung der Hyperebene ergibt sich aus:

〈w,x〉+ b = 0 (2.4)

Durch Verwendung der Signumfunktion sgn erfolgt nun die binäre Klassifikati-
on. Das bedeutet, dass mit Hilfe dieser Funktion Werte die größer bzw. kleiner als
0 sind auf 1 bzw. -1 gesetzt werden.
Man erhält das Label y der zu klassifizierenden Bildvektoren für einen Eingangs-
vektor x sobald die Entscheidungsfunktion gelernt wurde:

y = sgn(f(x))

= sgn(〈w,x〉+ b) (2.5)

Ergibt der Ausdruck 〈w,x〉 + b einen Wert ≥ 0, so ist gewiss, dass der Test-
vektor zur positiv gelabelten Klasse gehört, da durch die Signumfunktion der Wert
automatisch auf „1“ gesetzt wird. Für den Fall, dass der Wert des Ausdrucks ≤ 0
beträgt, wird dem Vektor ein negatives Label zugewiesen.

Der Abstand eines Feature-Vektors x zur Hyperebene H lässt sich wie folgt
berechnen:

dist(x, H) =

∣∣∣∣ 1

‖w‖
(〈w,x〉+ b)

∣∣∣∣ (2.6)
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Abbildung 2.2: Signumfunktion

Wie in Abbildung 2.3 zu sehen ist, ist es möglich, unendlich viele Hyperebe-
nen (Trennlinien) zwischen zwei Klassen anhand der Trainingsdaten zu erstellen.
Die durch die SVM berechnete Hyperbene weißt sich jedoch durch die Eigenschaft
aus, möglichst weit von allen Objekten entfernt zu liegen. Der geringste Abstand
zu den Objekten, sowohl positiv als auch negativ gelabelter, wird also maximiert.
Man spricht hier auch vom sogenannten margin, dem Abstand der nächsten Trai-
ningsbeispiele zur Hyperebene.
Die am nächsten zur Hyperebene gelegenen Vektoren werden Support-Vektoren
(Abbildung 2.4) genannt. Und nur diese Support-Vektoren spielen für die Berech-
nung der Hyperebene eine Rolle. Alle anderen Daten sind nicht für die Berechnung
relevant und werden nicht weiter betrachtet. Der Abstand der Support-Vektoren
zur Hyperebene wird zu +1

‖w‖ für einen Vektor mit positivem Label, bzw. −1
‖w‖ für

die gegenüberliegende Seite gesetzt. Mit dieser Erkenntnis ist es nun möglich, die
gesamte Breite des geometrischen margins auszudrücken: 2

‖w‖ .
Das zu lösende Optimierungsproblem besteht nun darin, einen möglichst großen

margin zu berechnen. Der Abstand, 2
‖w‖ muss maximiert, d.h. ‖w‖ muß also mi-

nimiert werden.
Die Hyperbene mit der Eigenschaft

min 〈w ·w〉 (2.7)

in Abhängigkeit von

yi(〈w · xi〉+ b) ≥ 1 (2.8)

mit i = 1, ..., l erfüllt die Optimierungseigenschaften, so dass ein maximaler margin
erzielt wird.
Durch Lagrange kann dieses duale Problem gelöst werden, jedoch soll hier nicht
genauer darauf eingegangen werden. Für weitere Details siehe [5].

6



Implementierung eines aktiven Lernansatzes – Annika Schulz

Abbildung 2.3: Vielzahl möglicher Trennebenen

Abbildung 2.4: Hyperebene mit maximalem Margin. Support-Vektoren
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2.1.3 Nichtlineare Klassifikation oder Klassifikation im hö-
herdimensionalen Raum

Falls die zu klassifizierenden Daten nicht linear serparierbar sind, wie beispielsweise
in Abbildung 2.5 ist es möglich Kernelfunktionen zur Problemlösung hinzuzuneh-
men. Daten können im Fall der gegenseitigen Überlappung bzw. Überschneidung
(siehe Abbildung 2.5 nicht weiter linear separiert werden. Durch die Kernelfunkti-
on Φ werden die Daten in einen höherdimensionalen Raum transformiert, in dem
sie dann wieder linear separierbar sind. Diese Transfomration ist in Abbildung 2.6
dargestellt.

Abbildung 2.5: nicht (im 2D-Raum)
linear separierbare Daten

Abbildung 2.6: Transformation der
Daten in den 3D-Raum → Separierung
wieder möglich

Die Kernelfunktion Φ beschreibt also eine Abbildung Φ : Rn → RN wobei
n < N und Rn den Eingaberaum darstellt.
Eine solche Kernelfunktion existiert, wenn es zu einem Skalarprodukt 〈u,v〉 eine
solche Abbildung gibt, so dass:

∀u,v ∈ Rn : K(u,v) = 〈Φ(u) · Φ(v)〉 (2.9)

Mit Hilfe des Mercer’s kernel theorem (siehe [5]) kann überprüft werden, ob
es sich bei einer Funktion wirklich um eine Kernelfunktion handelt, da nicht alle
Funktionen geeignete Kernelfunktionen darstellen. Beispielsweise wird durch dieses
Theorem überprüft, ob eine Kernfunktion ein Skalarprodukt in irgendeinem Raum
beschreibt.

Kernel haben u.a. die Eigenschaft, dass sie beliebig multipliziert und erweitert
werden können, und dann wiederum einen Kernel darstellen. Z.B.: K · KT oder
K · c mit c > 0.

8
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Es gibt vier grundlegende Kernfunktionen (siehe [3]):

Linear:
K(x,y) := 〈x,y〉 = xT · y (2.10)

Polynomiell:
K(x,y) = (γxTy + r)d, γ > 0 (2.11)

Sigmoid:
K(x,y) = tanh(γxTy + r) (2.12)

Gauß/radiale Basisfunktion (RBF):

K(x,y) = exp(−γ ‖x− y‖2), γ > 0 (2.13)

Hierbei sind die Variablen γ, r und d Parameter der verschiedenen Kernels.
Näheres zu den Parametern und deren Wahl im nächsten Abschnitt.

2.1.4 Implementierung

In diesem Abschnitt soll nun die Verwendung der ML-Bibliothek in C++ beschrie-
ben werden.
Die zwei wesentlichen Funktionen sind hier: cvTrainSVM und cvStatModelPredict.
Für das Training kann unter einer Vielzahl verschiedener Parameter gewählt wer-
den, je nachdem, bei welcher Art von Datensatz die SVM Verwendung finden soll.
So stehen beispielsweise neben verschiedenen Kernel-Funktionen auch eine Vielzahl
verschiedener Kernel-Parameter zur Verfügung.

SVM train

Bei dem Gebrauch der cvTrainSVM ist es möglich, zwischen vielen Parametern
zu wählen. Hierbei soll nur auf die in dieser Arbeit verwendeten kurz eingegangen
werden:
CV_SVM_C_SVC:
Dieser Parameter erlaubt es, mindestens 2 Klassen zu klassifizieren. Sie erlaubt
auch die Verwendung eines Multiplikators C, der für Sonderfälle mit nicht eindeu-
tiger Abgrenzung genutzt werden kann. C kann als Maß für die Überschreitung
des margin genommen werden. D.h. große Werte von C beeinflussen die Spann-
weite des margin insofern, dass dieser kleiner, also schmäler, wird. Daraus ergibt

9



Implementierung eines aktiven Lernansatzes – Annika Schulz

sich, dass mehr Daten richtig klassifiziert werden. Allgemein kann C im Bereich
2−5, 2−3, ...., 215 liegen.
Des weiteren muß auch die Wahl der Kernelfunktion getroffen werden. In dieser Ba-
chelorarbeit findet die in Abschnitt 2.1.3 beschriebene radiale Basisfunktion (RBF)
ihren Einsatz. Die Wahl des Parameters Gamma γ beschreibt dabei die Breite der
Gauss-Glocke (Default-Wert = 1/k mit k = Anzahl der Trainingsvektoren), und
kann im Bereich 2−15, 213, ..., 23 liegen.
Die am besten geeigneten Größen der Paramter C und γ wurden durch „cross va-
lidation“ bestimmt. D.h. dass durch Testen, also mehrfacher Ausführung des Pro-
gramms mit unterschiedlichen Parametern nach der besten Kombination gesucht
wurde, so dass das Klassifikationsergebnis zufriedenstellend ist. In dieser Bachelor-
arbeit wurden folgende Größen bestimmt: C = 200, γ = 0.01
Sind alle Parameter bestimmt, wird der Funktion cvTrainSVM desweiteren die
Trainingsdaten übergeben, aus denen dann die Hyperebene berechnet wird.
Keine Erwähnung haben hier Variablen wie d (degree), r (coef), weight_count,
weight_labels und weights, sowie nu und p(epsilon) gefunden. Die Bedeutung
dieser kann jedoch in der ML-library der OpenCV-Dokumentation (siehe [8]) nach-
gelesen werden.

SVM predict

Nachdem die Wahl der Parameter erfolgt und die Hyperebene berechnet ist, kön-
nen nun die Testdaten klassifiziert werden. Dazu werden in der Funktion cvStat-
ModelPredict das erstellte Klassifikatormodell und die Testdaten übergeben. Der
float-Rückgabewert dieser Funktion beschreibt das Label des klassifizierten Test-
Vektors, also 1 für die positiv klassifizierten Bilder und 0 für die Bilder, die nicht
als zur gesuchten Klasse zugehörig bestimmt werden.

2.1.5 Algorithmus

Die Anwendung der SVM im Sinne des active learning wurde u.a. von Simon Tong
[1] vorgenommen. Welchem Algorithmus diese zu Grunde liegt, lässt sich folgen-
dermaßen darstellen:

1. Wandle gelabelte Trainingsdaten in Featurevektoren um

2. Benutze die Trainingsvektoren um die Support-Vector-Machine zu trainieren
und die Hyperebene zu berechnen

3. Wandle Testdaten in Featurevektoren um

4. Berechne den Abstand der einzelnen Testvektoren zur Hyperebene

5. Zeige n Bilder, mit größtem Anstand und positivem Label
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6. Klassifiziere die am nächsten zur Hyperebene gelegenen Bildvektoren neu und
erstelle somit einen neuen Trainingsdatensatz

7. Nutze diesen neuen Datensatz als Trainingsdaten um die SVM erneut zu
trainieren

8. Gehe zu Schritt 1 und wiederhole diesen Vorgang, bis Klassifikationsergebnis
zufriedenstellend ist

2.2 Aktives Lernen (active learning)
In diesem Abschnitt soll zunächst die Frage geklärt werden, um was es sich bei dem
Begriff „active learning“ handelt.

Grundsätzlich wird zwischen aktivem und passivem Lernen unterschieden.

Abbildung 2.7: Passiver und Aktiver Lerner im Vergleich

2.2.1 Passiver Lerner

Wie in Abbildung 2.7 dargestellt, gibt es neben dem aktiven auch ein passives
Lernmodell. Bei dem passiven Modell ist es dem Benutzer nicht möglich, durch
sein Eingreifen verbessernd in das Klassifiaktionsergebnis einzugreifen. Ist einmal
ein Durchgang zur Erstellung eines Klassifikationsmodells gestartet, würde das Pro-
gramm, dass nach dem Prinzip des passiven Lerners aufgebaut ist, dem Benutzer
kein weiteres Eingreifen erlauben. Im Vergleich zum aktiven Lerner könnte also
nicht wiederholt durch den Benutzer das Klassifikationsmodell im positiven Sinn
beeinflusst werden.
Der Ansatz des passiven Lernens soll in dieser Bachelorarbeit nicht weiter verfolgt
werden, da vermutet wird, dass durch die Implementierung des aktiven Ansatzes
die besseren Klassifikationsergebnisse erzielt werden können.
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2.2.2 Aktiver Lerner

Der aktive Lernvorgang bietet dem Benutzer im Gegensatz zum passiven Lern-
modell die Möglichkeit, das Klassifikationsergebnis durch Eingreifen fortlaufend zu
verbessern. Das bedeutet dass es durch diesen Ansatz möglich ist, dass der Com-
puter Fragen über die von ihm als unsicher klassifizierten Daten stellen kann. Bei
diesen unsicher klassifizierten Daten handelt es sich um die am nächsten zur Hy-
perebene (siehe 2.1) gelegenen Daten, die durch den Benutzer „per Hand“ neu nach
einer Klassifikationsrunde eingeteilt, bzw. gelabelt werden können. Diese Testda-
ten können sowohl Daten mit positivem als auch Daten mit negativem Label sein,
da zur Berechnung der Distanz dieser Daten zur Hyperebene der Absolutbetrag
genommen wird, also keine Unterscheidung stattfindet, zu welcher Klasse ein Ob-
jekt gehört. Bei den nächstgelegenen Daten handelt es sich allgemein um die am
„unsichersten“ klassifizierten Daten. Im Gegensatz dazu lässt ein großer Abstand
zur Hyperbene eine sichere Klasseneinteilung erkennen. Der Algorithmus, wie in
Abschnitt 2.1.5 abgebildet, stellt genau das Prinzip des aktiven Lernens dar:
Die Neuklassifikation der nächstgelegenen Testdaten bedeutet für die darauffol-
gende Ausführung der Schleife eine geringfügig erhöhte Anzahl an Trainingsdaten.
Durch die erhöhte Anzahl an Trainingsdaten kann das Modell genauer berechnet
werden und das Klassifikationsergebnis verbessert sich. Diese Verbesserung kann in
den Grafiken des Kapitel 4 nachvollzogen werden.

Vorteile des aktiven Lernens sind:

• geringe Anzahl gelabelter Trainingsdaten

• geringer Speicheraufwand

• geringer Rechenaufwand

Dieser Ansatz ist auch in der Anwendung erkennbar. In Kapitel 3.2 wird detailiert
beschrieben, wie die Oberfläche dem Benutzer die Möglichkeit gibt, die „unsicher“
klassifizierten Daten neu zu klassifizieren.

12



Kapitel 3

Benutzeroberfläche

3.1 Quasar Toolkit (QT)
Bei dem Quasar Toolkit (QT) handelt es sich um eine von der norwegischen Fir-
ma Trolltech ([6]) entwickelten Klassenbibliothek, die in erster Linie dazu verwen-
det werden kann, graphische Oberflächen zu erstellen. In dieser Arbeit wurde die
gesamte Oberfläche mit QT erstellt, und in einen C++ Code eingebunden. Die
zugehörige QT-Dokumentation kann bei dem folgenden Link eingesehen werden:
http://doc.trolltech.com/4.1/index.html.

3.2 Anwendung
Anhand eines Screenshots soll nun zuerst ein Gesamtüberblick über die Benutzero-
berfläche gegeben werden. Dabei wird zunächst auf die Funktionalität der einzelnen
QT-Elemente eingegangen. Im Anschluss erfolgt eine kurze Anleitung bzw. De-
monstration anhand einer Bilderserie, um die Handhabung der Benutzeroberfläche
im Zusammenhang mit dem in Abschnitt 2.1.5 beschriebenen aktiven Lernalgorith-
mus für die Bildklassifizierung zu erläutern.
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Abbildung 3.1: Benutzeroberfläche

14
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3.2.1 Beschreibung der QT-Elemente

In diesem Abschnitt erfolgt eine Beschreibung des in Abbildung 3.1 gezeigten
Screenshots:

1: QToolButton „m_browse_DIR“: öffnet eine Ordneransicht, die dem Benutzer
die Möglichkeit gibt, eine Datei auszuwählen, in der sich die Bilderdatenbank,
mit den zu klassifizierenden Bildern befindet. Links daneben befindet sich
QLineEdit „m_dir“, die als Text den Pfad des ausgewählten Ordners enthält.

2: QListWidget „m_list“: hier wird eine Teilmenge der Bilder aus dem ausgewähl-
ten Ordner angezeigt, die der Benutzer klassifizieren kann. Diese Menge wird
im ersten Schritt zufällig aus dem Ordner ausgewählt, nach einem Durchgang
werden hier die am nächsten zur Hyperebene gelegenen Bilder angezeigt.

3: QListWidget „m_posList“: In diesem Objekt befinden sich die vom Benutzer
bereits positiv gelabelten Bilder. Darunter versteht man die Bilder, nach de-
ren Motiv in diesem Klassifikationsverfahren gesucht werden. Diese werden
als positive Trainingsdaten verwendet.

4: QListWidget „m_negList“: In diesem Objekt befinden sich die, vom Benutzer
negativ gelabelten Bilder. Diese werden als negative Trainingsdaten verwen-
det.

5: QPushButton „m_posButton“ und „m_negButton“: Diese beiden Buttons er-
möglichen dem Benutzer das Verschieben der ausgewählten Bilder der „m_list“
(2) in eine der beiden äußeren Listen (3, 4), um sie als positive bzw. negative
Trainingsdaten zu labeln.

6: QPushButton „m_posBackButton“: Fälschlicherweise positiv klassifizierte Bil-
der können durch diesen Button wieder in die Ausgangsposition (2) zurück-
geschoben werden.

7: QPushButton „m_negBackButton“: Analog zu (6) können durch Betätigen die-
ses Buttons falsch-negativ klassifizierte Bilder in die Ausgangsposition (2)
zurückgeschoben werden.

8: QPushButton „m_morePicsButton“: Hier können N weitere Bilder aus dem ge-
wählten Ordner angezeigt werden (N wurde mit dem Wert 20 implementiert).
Dies ist nötig, falls die geforderte Mindestanzahl positiver Trainingsbeispiele
in der ersten Runde nicht erreicht wurde. Diese neuen Bilder befinden sich
zunächst wieder in der Ausgangsposition (2) und können dann, wie bereits
beschrieben, vom Benutzer klassifiziert werden.
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9: QGroupBox „m_RadioGB“: Diese GroupBox, beinhaltet vier QRadioButtons:
„m_GradientRB“, „m_RGBColorRB“, „m_HSVColorRB“ und „m_GRADhsvRB“.
Durch entsprechende Markierung dieser kann die wie in Kapitel 4 beschriebe-
ne Klassifizierung anhand unterschiedlicher Merkmale vorgenommen werden.

10: QPushButton „m_classify“: Ist die verlangte Anzahl positv klassifizierter Trai-
ningsbeispiele vorhanden, so beginnt durch Betätigen dieses Buttons das Trai-
ning der Support-Vector-Machine.

11: QListWidget „m_resultWidget“: In diesem Objekt werden nach erfolgreicher
Klassifikation die am sichersten, von der Hyperebene am weitesten entfernt
liegenden positiv klassifizierten Bilder angezeigt.

12: QPushButton „m_reset“: Durch Betätigen dieses Buttons werden alle getroffe-
nen Einstellungen wieder zurückgesetzt, und das Programm kann von Neuem
genutzt werden.
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3.2.2 Möglicher Programmablauf:

1. Auswahl des Bilderordners und Anzeigen der ersten N Bilder im mittleren
QListWidget (vgl. 2) in Abbildung 3.1

Abbildung 3.2: Auswahl des Bilderordners

Abbildung 3.2 zeigt das Fenster zur Auswahl eines Ordners, aus dem zwanzig
zufällig bestimmte Bilder ausgewählt und dem Benutzer zur Klassifikation im
mittleren Widget dargestellt werden.
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2. Klassifizierung der Bilder in positiv und negativ gelabelte Trainingsdaten

Abbildung 3.3: Erstellung der gelabelten Trainingsdaten

Der Benutzer kann hier frei wählen, welche Kategorie von Bildern er gerne
klassifizieren möchte, also welche Bilder den positiven und welche den nega-
tiven Trainingsdaten angehören sollen. So ist es wie in Kapitel 4 beschrieben
möglich, zwischen fünf oder fünfzehn Kategorien auszuwählen und die ent-
sprechenden Trainingsdaten zu erstellen. In dem in Abbildung 3.3 gezeigten
Beispiel wurde die Kategorie „Blumen“ als positiv gelabelte Trainingsdaten
benutzt. Wie hier zu sehen ist, werden somit alle anderen Kategorien in die
Klasse der negativ gelabelten Daten verschoben.
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3. Korrektur falsch sortierter Bilder

Abbildung 3.4: Verschieben falsch klassifizierte Bilder in die Ausgangsposition

Es besteht die Möglichkeit, dass der Benutzer irrtümlich klassifizierte Bil-
der in die Ausgangsposition zurückführen kann. Dies ist sowohl bei fälschli-
cherweise positiven als auch negativen Bilder möglich. In Abbildung 3.4 ist
dieser Vorgang für den Fall eines fälschlicherweise positiv gelabelten Bildes
dargestellt. Das erlaubt dem Benutzer korrigierend einzugreifen, ohne einen
Neustart des Programms bei „Ausrutschern“ vorzunehmen.
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4. Wahl der Klassifikation und Aufruf der SVM

Abbildung 3.5: Auswahl der zu klassifizierenden Merkmale

Abbildung 3.5 zeigt die Auswahlmöglichkeit der Klassifikationsmerkmale, un-
ter welchen der Benutzer durch Markierung des entsprechenden RadioButtons
wählen kann. Ist ein Merkmal gewählt, kann nun der „m_classify“-Button
geklickt werden (vgl. (10) in Abbildung 3.1). Damit beginnt das Training der
SVM und die Klassifikation der Testdaten.
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5. Anzeigen des Klassifikationsergebnisses

Abbildung 3.6: Anzeige des Klassifikationsergebnisses

Im mittleren QListWidget „m_list“ werden die zwanzig nächsten, zur Hyper-
ebene gelegenen Bilder angezeigt. Bei diesen Bilder kommen sowohl positiv
als auch negativ durch die SVM klassifizierten Bilder vor. Diese Bilder können
vom Benutzer neu „per Hand“ gelabelt werden, d.h. in die beiden QListWid-
gets (3) und (4) (Abbildung 3.1) verschoben werden. Durch diesen Vorgang
wird der Ansatz des active learning realisiert.
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Die von der SVM positiv klassifizierten Bilder werden wie in Abbildung 3.6
zu sehen ist im unteren Widget (11 in Abbildung 3.1) angezeigt. Dabei ent-
spricht die angezeigte Reihenfolge der Bilder der entsprechenden Entfernung
zur Hyperebene. So werden die - wie in Abschnitt 2.1 beschrieben - am wei-
testen von der Hyperebene entfernt liegenden Bilder zuerst angezeigt, da ihre
positive Klassifikation am sichersten ist.

Persönliche Erfahrung mit QT

Die Benutzung der QT-Klassenbibliothek ist mit Hilfe des verfügbaren QT-Designers
relativ einfach. Die Applikation bietet eine überschaubare Oberfläche und ermög-
licht eine schnelle Einarbeitung. Allerdings erlaubt das benutzte Grid-Layout nicht
bzw. nur schwer, eine feste Anordnung der verschiedenen Elemente zu bestimmen.
So wurde beim Entwurf der hier vorgestellten Oberfläche immer die Größe der
drei oberen QListWidgets durch Aktivierung des Grid-Layouts verschoben, so dass
deren Größe nicht vollkommen gleich ist. Ebenso wurde die Platzierung der QPu-
shButtons durch die Aktivierung verändert.
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Kapitel 4

Experimentelle Auswertung

Zur Auswertung der Ergebnisse wurden Datensätze mit vier bzw. fünfzehn Kate-
gorien verwendet. Davon ist jede Kategorie mit ca. 100 bis 140 Bildern vertreten.
Diese Bilder wurden aus dem Internet gesammelt:

• http://www.vision.caltech.edu/Image_Datasets/Caltech101/Caltech101.
html stellt eine Bilderdatenbank im .zip-Format zum Download zur Verfü-
gung. Diese enthält 102 verschiedene Bildkategorien mit ca. 40-150 Beispielen
pro Kategorie.

• Zudem wurden Kategorien durch Suchergebnisse der Seiten www.google.de,
http://www.picsearch.com oder http://www.flickr.com/ erstellt und er-
weitert.

Der kleinere Datensatz, bestehend aus vier Kategorien, beinhaltet wie in Tabelle
4.1 aufgelistet die Kategorien Architektur, Blumen, Landschaften und Menschen.

Kategorie Anzahl Bilder
Architektur 120

Blumen 132
Landschaft 107
Menschen 122

gesamt: 481

Tabelle 4.1: Datenset bestehend aus vier Kategorien

Im zweiten Teil der Auswertung wurde der Datensatz um weitere elf auf insge-
samt fünfzehn Kategorien erweitert. Diese beinhalten Aufnahmen von Motorrädern,
Wolken, Tigern, Dalmatinern, Wellen, Gesichtern, Elefanten, Autos, Feuerwerken,
Segelschiffen und Flugzeugen. Die genaue Anzahl der Bilder der verschiedenen Ka-
tegorien kann aus Tabelle 4.2 entnommen werden.
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Kategorie Anzahl Bilder Kategorie Anzahl Bilder
Architektur 120 Wellen 135

Blumen 132 Gesichtern 135
Landschaft 107 Elefanten 128
Menschen 122 Autos 125

Motorrädern 131 Feuerwerken 133
Wolken 115 Segelschiffen 133
Tigern 136 Flugzeugen 137

Dalmatinern 129
gesamt: 1918

Tabelle 4.2: Datenset bestehend aus fünfzehn Kategorien

4.1 Aufbau
Der SVM-Lernalgorithmus klassifiziert Bilder anhand ihrer Darstellung als Feature-
bzw. Merkmalsvektor. Dazu wird jedes Bild zunächst in 8×8 Regionen unterteilt,
für welche jeweils die entsprechenden Bildmerkmale berechnet und kombiniert wer-
den. Es wurden verschiedene Bildmerkmale verwendet:

• Gradient: Durch dies Art der Bildbeschreibung, welche näher in [7] beschrie-
ben ist, wird in einem Bild nach Ecken und Kanten gesucht. Für jeden der
64 Unterbereiche werden die Ausrichtungen und Beträge der Gradienten al-
ler zugehörigen Pixel bestimmt und in einem Histogram gespeichert. Das
Histogram hat hier acht bins. Die Einträge der Histogrambins der jeweili-
gen Unterbereiche werden dann zu einem Merkmalsvektor kombiniert. Insge-
samt beträgt die Dimension des Gradienten-Feature-Vektors eines Bildes also
8×8×8.

• Farbe(RGB, HSV): Nun wird für jeden Unterbereich und für jeden der drei
Farbkanäle der Mittelwert und die Standardabweichung im RGB- bzw. im
HSV-Farbraum (Farbton (engl.: hue), Sättigung (engl.: saturation) und Grau-
wert (engl.: value)) bestimmt. Dabei wird bei RGB jeweils für Rot, Grün und
Blau und bei HSV der zugehörige Wert gespeichert. Die berechneten Werte
aller Unterbereiche werden dann wiederum in einem Vektor kombiniert. Somit
setzt sich die Dimension der Farb-Feature-Vektoren aus 8×8×3×2 Einträgen
zusammen.

• Gradient und Farbe(HSV): Bei dieser Art der Bildbeschreibung werden die
Merkmalsvektoren von Gradienten- und Farbe(HSV) zu einem Vektor kom-
biniert. Die Dimension dieses neuen Merkmalsvektors beträgt dann 8×8×8
+ 8×8×3×2, also insgesamt 896 Dimensionen.

Um die Performance des implementierten aktiven SVM-Lernalgorithmus in Ver-
bindung mit den oben genannten Features für die Bildklassifizierung (ContentBased

24



Implementierung eines aktiven Lernansatzes – Annika Schulz

ImageRetrieval) zu beurteilen, werden im Folgenden mehrere Experimente durch-
geführt und die Ergebnisse graphisch dargestellt. Hierbei variieren sowohl die Da-
tensätze als auch die Bildmerkmale. Pro Datensatz und Klassifikationsmerkmal
werden die verschiedenen Durchläufe protokolliert und in Form von Grafiken ge-
zeigt.
In den Experimenten wird zunächst die Fehlerrate der Klassifikation in jeder Ka-
tegorie berechnet. Das bedeutet, dass aufgrund der gelabelten Trainingsdaten die
Anzahl der richtig klassifizierten, ungesehenen Testdaten gemessen wird. Da die
Bildauswahl zu Beginn des Programms zufällig ist, wird jedes Experiment vier-
mal ausgeführt. Das Ergebnis wird dadurch bewertet, dass die Rate der richtig
klassifizierten Bilder jeweils in den top-k bstimmt wurde. Für k werden die Wer-
te 5 (entspricht den ersten fünf positiv klassifizierten Bildern, welche den größten
Abstand zur Hyperebene aufweisen), k=10 bis hin zu k=50 gewählt. Wie in Kapi-
tel 2.1 beschrieben wurde, besitzen die am eindeutigsten klassifizierten Bilder den
größten Abstand zur Hyperebene. Daher ist zu erwarten, dass die ersten Ergebnisse
- also die, die bei geringem k berechnet wurden - das beste Ergebnis erzielen. Die
angezeigten Raten entstehen dann durch die Mittlung über alle Durchgänge aller
Kategorien.
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4.2 Klassifikationsergebnisse unter Verwendung des
Datensets bestehend aus vier Kategorien

In den Abbildungen 4.1 bis 4.4 ist die gemittelte top-k Rate für das vier Kategori-
endatenset nach einer unterschiedlichen Anzahl an Durchgängen bei Verwendung
der Klassifikationsmerkmale zu sehen: Gradient, Farbe(RGB), Farbe(HSV) und der
Kombination Gradient plus Farbe(HSV).

Abbildung 4.1: Vier Kategorien: graphische Darstellung des Klassifikationsergebnisses unter
Verwendung des Klassifikationsmerkmals: Gradient

Abbildung 4.2: Vier Kategorien: graphische Darstellung des Klassifikationsergebnisses unter
Verwendung des Klassifikationsmerkmals: Farbe(RGB)
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Abbildung 4.3: Vier Kategorien: graphische Darstellung des Klassifikationsergebnisses unter
Verwendung des Klassifikationsmerkmals: Farbe(HSV)

Abbildung 4.4: Vier Kategorien: graphische Darstellung des Klassifikationsergebnisses unter
Verwendung des Klassifikationsmerkmals: Gradient + Farbe(HSV)

Im Allgemeinen kann man sagen, dass relativ gute Klassifikationsergebnisse er-
zielt wurden. Beispielsweise betrug die Fehlerrate unter Verwendung des Merkmals
Farbe(HSV) bereits unter den top-5 betrachteten Ergebnissen nahezu 0%, d.h. dass
100% der betrachteten, von der SVM positiv klassifizierten, Bilder wirklich der ge-
suchten Kategorie angehören. Generell ist ein Absinken der Rate bei einem Anstieg
von k zu beobachten, unabhängig vom gewählten Klassifikationsmerkmal. Ebenso
ist aber ein Anstieg der Rate für alle k bei Erhöhung der Durchgänge zu erkennen.
Ein Vergleich der Ergebnisse für die unterschiedlichen Merkmale zeigt, dass die
Verwendung des Klassifikationsmerkmals Gradient das schlechteste Ergebnis lie-
fert. Obwohl beispielsweise die Kategorie „Blumen“ nahezu vollständig richtig von
der SVM klassifiziert wurde, verschlechterte die Klassifikation der Kategorie „Men-
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schen“ das gemittlete Gesamtergebnis erheblich. In Abbildung 4.5 ist das Klassi-
fiaktionsergebnis nach dem vierten Durchgang der einzelnen Kategorien dargestellt.

Abbildung 4.5: Einzelne Ergebnisse der unterschiedlichen Kategorien nach dem vierten Durch-
gang

Das schlechte Klassifikationsergebnis unter Verwendung des Gradientenmerk-
mals kann dadurch erklärt werden, dass durch die Darstellung dieser Gruppenbilder
in Gradientenvektoren diese der Kategorie Architektur sehr ähnlich sind. Veran-
schaulicht werden kann das anhand der Abbildung 4.6. Man kann hier erkennen,
dass beide Bilder senkrechte Kanten aufweisen.

Abbildung 4.6: Beispielbilder der Kategorien Menschen und Architektur

Da die SVM im Gegensatz zum Betrachter kein Wissen über den Bildinhalt
besitzt, sondern nur anhand der Feature-Vektoren Bilder klassfizieren kann, führt
dieses Klassifikationsmerkmal zu einem schlechten Klassifikationsergebnis.
Das beste Ergebnis wurde bei den HSV-Klassifikationsmerkmalen erzielt. Im Ge-
gensatz zur Klassifikation anhand der RGB-Merkmale wird hier durch die Bestim-
mung von Farbton, Sättigung und Grauwert schon in den ersten Durchläufen der
Experimente ein sehr gutes Ergebnis erzielt.
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Die Vermutung, das beste Ergebnis durch Kopplung der Gradienten- und HSV-
Vektoren zu erzielen, schlug fehl. So ist das Ergebnis der Klassifikation zwar besser
als das der Klassifikation anhand der Gradienten-Vektoren, jedoch erreicht es nicht
den erhofften Maximalwert des Prozentsatzes der richtig klassifizierten Bilder. Eine
Ursache hierfür könnte in den Parametereinstellungen der in der SVM verwende-
ten Kernels liegen. Diese müssten evtl. für die Verwendung eines nahezu doppelt
so langen Vektors neu optimiert werden.
In Abbildung 4.7 wird nochmals ein Gesamtüberblick des Klassifikationsergebnisses
aller vier betrachteten Klassifikationsmerkmale gegeben. Hierfür wurde die Klassi-
fikationsrate nach vier Durchgängen des jeweiligen Klassifiaktionsmerkmals gemit-
telt.

Abbildung 4.7: Vergleich der verschiedenen Klassifikationsmerkmale anhand des Klassifikati-
onsergebnisses des Datensets bestehend aus vier Kategorien
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4.3 Klassifikationsergebnisse unter Verwendung des
Datensets bestehend aus fünfzehn Kategorien

Allgemein kann die Aussage getroffen werden, dass das Klassifikationsergebnis bei
einem Datenset bestehend aus fünfzehn Kategorien schlechter ausfällt als bei einem
Datenset bestehend aus einer geringeren Anzahl an Kategorien.

Abbildung 4.8: Klassifikationsmerkmal: Gradient

Abbildung 4.9: Klassifikationsmerkmal: RGB
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Abbildung 4.10: Klassifikationsmerkmal: HSV

Abbildung 4.11: Klassifikationsmerkmal: Gradient + HSV

Am Beispiel des Klassifikationsmerkmals Gradient traten wieder, wie schon in
Abschnitt 4.2 erwähnt, Verwechslungen zwischen den Kategorien Menschen und
Architektur auf. Zudem kam bei diesem Datenset eine Kategorie, die zu einer be-
stehenden, auch für den Benutzer optisch nachvollziehbar gleiche Kanten aufweist,
hinzu: Blumen und Feuerwerk. Wie in der Abbildung 4.12 zu sehen ist, weisen
beide Bilder starke Kanten von der Mitte her ausgehend auf.

Ein weiteres Beispiel der Fehlklassifikation anhand der Gradientenmerkmale
stellen die in Abbildung 4.13 gezeigten Bilder dar. Auch hier ist der mögliche Grund
für den Betrachter nachvollziehbar: auf beiden Aufnahmen wird anhand der Kanten
eine Rumpf erkennbar.

In Abbildung 4.14 können zwei weitere Beispielbilder betrachtet werden die
nicht nur bei den Gradienten-, sondern auch bei den RGB-Features zu einem re-
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Abbildung 4.12: Beispielbilder der Kategorien Blumen und Feuerwerk

Abbildung 4.13: Beispielbilder der Kategorien Segelschiffe und Wolken

lativ schlechten Klassifikationsergebnis geführt haben. Das schlechte Klassifikati-
onsergebnis bei der Wahl des Merkmals Farbe(RGB) kann dadurch erklärt werden,
dass die Hintergründe beider Bilder sehr ähnlich sind.

Das beste Klassifikationsergebnis im Vergleich der verschiedenen Klassifikati-
onsmerkmale wurde analog zur Testreihe des vier-Kategorien Datensets bei der
Klassifikation unter Verwendung der HSV-Features erzielt. In Abbildung 4.15 kann
erneut ein Überblick über alle verwendeten Klassifikationsmerkmale und ihres Er-
gebnisses, in Hinblick auf den Prozentsatz richtig klassifizierter Bilder unter den
top-k des Datenssets bestehend aus fünfzehn Kategorien, erlangt werden.

Abbildung 4.14: Beispielbilder der Kategorien Elefanten und Tiger
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Abbildung 4.15: Vergleich der Klassifikationsmerkmale anhand des Klassifikationsergebnisses
anhand des Datensets bestehend aus fünfzehn Kategorien

Dabei wurde ebenfalls, wie in Abschnitt 4.2, der Durchschnitt über alle Durch-
gänge der jeweiligen Kategorie ermittelt.
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Kapitel 5

Zusammenfassung

In dieser Arbeit wurde die Implementierung eines aktiven Lernalgorithmus be-
schrieben.
Nach der Einleitung erfolgte die Beschreibung des verwendeten Klassifikationsal-
gorithmus, der SVM. Nachdem die Grundlagen und die Anwendung im Fall der
linearen bzw. nichtlinearen Klassifikation erläutert wurden, folgte ein Überblick
über den implementierten Algorithmus. Ebenso wurden in Kapitel 2 die theoreti-
schen Grundlagen des aktiven Lernens beschrieben.
In Kapitel 3 folgte eine Einführung in die in QT erstellte Benutzeroberfläche.
Schließlich wurde neben der Beschreibung der verwendeten Verfahren eine experi-
mentelle Auswertung durchgeführt. Die in dem Kapitel 4 gezeigten Klassifikations-
ergebnisse des vorgestellten SVM-Algorithmus waren zufriedenstellend. Lediglich
die Kombination der Klassifikationsmerkmale Gradient und Farbe(HSV) erbrachte
nicht das erhoffte Klassifikationsergebnis. Um noch bessere Ergebnisse zu erhalten
ist es vorstellbar, diesen Ansatz der Kombination zweier Klassifikationsmerkmale
weiter zu erforschen. So besteht die Möglichkeit, die Parametereinstellungen der
SVM zu verändern.
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